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Abstract: [Objectives] Accurate rainstorm prediction plays an important role in disaster prevention and 

mitigation, industrial and agricultural production, and transportation, making it crucial for safeguarding social and 

economic development as well as people's property. However, existing intelligent rainstorm prediction methods 

fail to fully account for the uncertainties inherent in the rainstorm process itself, as well as in observation and 

modelling, which limits the improvement of prediction accuracy and stability. [Methods] To address this issue, 

an "estimation-correction" recurrent network based on filtering theory is proposed. This network estimates the 

meteorological state with the constraints of substantial derivative and corrects the state according to estimation 

errors, enabling accurate and reliable rainstorm prediction. The "estimation-correction" network consists of two 

main units, the state estimation unit and the state correction unit. Constrained by substantial derivative, the state 

estimation unit estimates the meteorological state and error for the next time step based on historical 

meteorological states. Guided by estimation error, the state correction unit corrects meteorological state by 

                             

收稿日期：2024-08-16；修回日期：2024-11-04.

基金项目：湖北省技术创新计划重点研发专项项目（2023BCB119）；湖北省自然科学基金（创新发展联合基金）（2022CFD012）；

山东省自然科学基金项目（ZR2024QD179、ZR2020KF006）；国家自然科学基金项目（42401524、62373164）；中国

气象局气象能力提升联合研究专项（22NLTSY015）。 [ Foundation items: Hubei Province Key R&D Plan Project, 

No.2023BCB119; Hubei Provincial Natural Science Foundation of China, No.2022CFD012; National Natural Science 

Foundation of Shandong Province, No. ZR2024QD179, No. ZR2020KF006; National Natural Science Foundation of 

China, No. 42401524, No. 62373164; The Joint Research Program for Enhancing Meteorological Capabilities by the 

China Meteorological Administration, No.22NLTSY015. ]

作者简介：刘    杰（1995— ），女，山东济南人，博士，主要从事时空预测研究。E-mail: ise_liuj@ujn.edu.cn

*通讯作者：张    彤（1979— ），男，福建武夷山人，教授，主要从事时空机器学习、高分遥感解译、交通地理信息系统研究。

E-mail: zhangt@whu.edu.cn

Vol.27, No.4

Apr., 2025

第27卷  第4期

2025年4月



4期 刘    杰  等： 基于卡尔曼“估计-校正”循环网络的暴雨临近预测

fusing estimation and observation errors. The two units work together to enhance prediction accuracy and 

stability. [Results] Experiments conducted on the ERA5 and NCEP reanalysis datasets demonstrate that the 

proposed method improves the Critical Success Index (CSI) of rainstorm prediction by 5% compared to other 

methods. Furthermore, it achieves good stability, as indicated by a stability metric (SPREAD≈ 0.5). 

[Conclusions] These results validate the feasibility of integrating filtering theory with deep learning to address 

uncertainty in rainstorm prediction.

Key words: rainstorm prediction; Kalman filtering; "Estimation-Correction" recurrent network; substantial deriv‐

ative; physics-informed neural network
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摘要：【目的】精确的暴雨临近预测在防灾减灾、工农业生产和交通运输等多方面起着重要作用，对于保障社会经济发展与人民

财产安全具有十分重要的意义。然而现有暴雨智能预测方法没有充分考虑暴雨过程、观测以及建模等环节的不确定性问题，

阻碍了预测准确性和稳定性的提升。【方法】本文提出基于卡尔曼“估计-校正”循环网络的暴雨临近预测方法，在个别变化理论

约束下估计气象状态，并在卡尔曼滤波的指导下依据估计误差进行气象状态校正，以实现准确和可靠的暴雨预测。所提“估

计-校正”网络包括个别变化约束的深度状态估计和估计误差指导的气象状态校正2个核心单元；前者根据历史气象状态估计

下一时间步的气象状态及误差；后者根据估计误差和观测误差进行气象状态的校正；二者共同提升暴雨预测精度和稳定性。

【结果】在ERA5和NCEP数据集上的实验证明，所提方法的暴雨预测准确性指标CSI比所对比的基线方法提升了 5%，并以稳

定性指标SPREAD≈ 0.5的成绩取得了良好稳定性。【结论】验证了在深度学习中融合滤波理论缓解不确定性问题的可行性。

关键词：暴雨预测；卡尔曼滤波；“估计-校正”循环网络；个别变化；物理信息神经网络

1   引言

暴雨不仅危害农作物生长与收获[1]，还可能引

发洪涝灾害及地质灾害，给工农业生产、人民生命

财产和城市发展带来巨大威胁。以 2021 年 7 月    

郑州暴雨事件为例，该事件导致 292 人死亡，超过

10 万 ha2 农作物受灾，造成直接经济损失 532 亿

元[2]。提高暴雨预测水平，能够为防灾减灾提供风

险信息与决策性建议，减少暴雨对工农业、运输、基

础建设等多方面的负面影响，对于保障社会经济发

展与人民财产安全具有十分重要的意义。

传统数值预报方法在面对短临暴雨预测任务

时，仍然存在模型运转耗时、计算成本高、物理参数

化方案难以真正模拟实际混沌过程等多种问题，往

往不能提供精准的临近预报[3-5]。相比之下，数据驱

动的机器学习方法具有拟合高维非线性样本和构

建预测模型的强大能力[6]，已在天气预报实践应用

中展现出了巨大的潜力[7-8]，成为缓解大气不确定性

问题的有效的工具[9]。尽管现在有部分深度学习模

型考虑到了暴雨预测中的时空关联和样本不平衡

等问题[10-13]，但由于深度学习方法的黑盒子特性，上

述方法并不一定遵守物理系统的基本定律。因此，

深度学习驱动的气象预报研究已经开始在深度学

习模型中融入物理先验知识并取得了显著进

展[14-16]，如以平流守恒定律为物理条件的生成性极

端降水预测模型[17]。

然而，上述预测方法没有充分考虑大气过程、

观测和深度模型建模等各个环节中的不确定性问

题。在不确定性因素的影响下，数据或者模型的微

小偏差可能会导致预测结果的巨大差异，这阻碍了

暴雨预测准确性和鲁棒性的进一步提升。传统数

值气象预报采用集合预报方法来缓解不确定性问

题，即在不同初始条件、参数设置或模型配置下对

大气进行多次物理模拟。为了降低集合预报的时

间和计算成本，研究人员开始利用深度学习模型生

成集合成员[18-19]，例如，在输入数据或高层特征上添

加随机高斯噪音[19-20]，或利用扩散模型的加噪-去噪

过程[21,18]模拟不确定性。但这种基于深度学习模型

的集合预测方法存在 2个问题： ① 相较于单一确定

性预测模型，集合预测方法耗费时间和计算成本；

② 上述基于深度学习的集合生成的方式仅单一模

拟大气或预测模型的不确定性，没有综合考虑大气

和建模等环节的不确定性。

针对上述问题，本文提出基于滤波理论的卡尔

曼“估计-校正”循环网络（Kalman Estimation-Cor‐

rection Network, KalECNet）的暴雨临近预测方法，

在深度学习模型中显式集成卡尔曼滤波理论和个

别变化方程，通过误差估计与校正机制提高暴雨预
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测的精度和可信度。所提网络包括 2个主要单元：

个别变化约束的气象状态估计单元和估计误差指

导的气象状态校正单元。前者在个别变化约束下，

建立深度气象状态空间方程，根据历史气象状态和

误差，估计未来的气象状态和误差；后者在卡尔曼

滤波理论的指导下，通过过程误差、估计误差和观

测误差计算校正权重，实现基于误差的气象状态校

正。本文的主要创新体现在根据卡尔曼滤波建立

的误差估计与校正机制和个别变化方程对深度学

习模型的物理约束。

2   研究方法

2.1  问题定义与整体框架

针对暴雨大气和建模等环节存在的不确定性，

本文提出卡尔曼“估计-校正”循环网络在一个模型

中同时完成暴雨预测和误差校正，缓解预测中的不

确定性，提高暴雨预测精度和稳定性。

本文形式化定义暴雨时空过程预测问题如下：

R�
t + 1,…, R�

t + h =  F ( R t - m + 1, …, R t ; Y t - m + 1, …, Y t )

（1）

式 中 ：研 究 区 域 被 划 分 成 nw × nh 的 格 网 。

R�
t + 1, …, R�

t + h ∈ ℝnw × nh 表示预测的研究区域内所有

网格的未来 h 步的降水量，R t - m + 1, …, R t 表示研究

区 域 内 所 有 格 网 在 过 去 m 步 的 降 水 量 ，

Y t - m + 1, …, Y t 表示研究区域内所有格网在过去m步

的大气属性数据。大气属性数据包含对暴雨预测

至关重要的典型气象变量的信息，如气温、气压、湿

度和风速，也包括了降水量。在式（1）中重复降水

量是为了强调本文将过去的降水量作为输入，而不

是仅仅采用温压湿风等大气属性。F (·) 是一个数

据驱动的暴雨预测函数，旨在充分捕获暴雨的时空

动态和依赖性。

图 1 说明了卡尔曼“估计-校正”循环网络的整

体流程。整个方法循环“估计-校正”2个环节，通过

对气象状态的估计与校正完成暴雨预测。具体计算

步骤为： ① 状态编码：将 t时刻实际气象观测值输入

编码网络，获得嵌入观测状态； ② 状态估计：基于上

一时刻(t-1时刻)的气象状态，估计 t时刻气象状态； 

③ 状态校正：依据 t时刻嵌入观测状态校正 t时刻估

计状态； ④ 状态解码：将 t时刻校正的气象状态输入

解码网络，转换为 t时刻降水量值，完成对 t时刻的暴

雨预测。在实际预测过程中 t时刻的嵌入观测状态

是未知的，初始化为全0矩阵。上述步骤的第①步和

第④步对应了图1中的编解码过程，第②步和第③步

分别对应了方法的2个核心单元。

（1）个别变化约束的气象状态估计。估计单元

使用基于个别变化的深度状态方程估计气象状态

图1   基于卡尔曼“估计-校正”循环网络的暴雨临近预测框架

Fig. 1 The framework of rainstorm prediction using Kalman "estimation-correction" recurrent network
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和估计误差。估计单元将会在个别变化理论的指

导下，根据历史气象状态计算由当前状态变化到下

一时间步状态的状态转移矩阵，然后基于状态转移

矩阵和当前状态实现对下一时间步状态以及误差

的估计。估计状态可以通过解码网络转换为估计

降水量。

（2）误差指导的气象状态校正。校正单元会使

用基于观测与估计误差的卡尔曼增益校正估计单

元的估计结果。校正单元首先会由估计误差和观

测噪音计算卡尔曼增益，判断应该更加信任实际

观测状态还是估计状态，然后将卡尔曼增益作为融

合权重融合实际观测状态和估计状态，实现基于

误差的状态校正。气象状态校正完毕之后，可以

用解码网络将气象状态转换为降水量值，完成暴

雨预测。

本文采用加权求和的方式将估计单元的估计

降水量和校正单元的预测降水量的均方误差(MSE)

损失及时空一致约束损失联合为总损失，端对端训

练所提卡尔曼“估计-校正”网络。

2.2  个别变化约束的气象状态估计

在应用卡尔曼滤波相关理论时，首要步骤是建

立状态空间方程与观测方程，这两者是构筑“估计-
校正”循环过程的基础，其中状态方程描述系统状

态的动态演变过程，观测方程表达系统状态与观测

数据之间的关系。

为了提高预测模型建模大气动态变化以及暴

雨时空关联的能力，本文根据描述大气运动时空变

化的个别变化，设计气象状态方程，形成了基于个

别变化的深度状态方程。如式（2）所示，个别变化

表达式[22]描述了大气运动的时空变化规律，可以推

广应用至包括压力，温度和速度分量在内的多种物

理量的描述中。
dX
dt

= u
∂X
∂x

+ v
∂X
∂y

+ w
∂X
∂z

+
∂X
∂t

（2）

式中：X表示流体微元的某一物理量； u,v和 w分别

为流体微元在 x、 y、 z 3 个方向上的移动速度； t 表

示时间。dX/dt表示个别变化，为运动过程中微元所

具有的物理量随时间的变化率。∂X/∂t表示局地变

化，是固定在流场中的某一位置来观测到的物理量

的时间变化率。一般 u
∂X
∂x

+ v
∂X
∂y

+ w
∂X
∂z

表示平

流变化，是由于物理量空间分布不均匀而引起的物

理量变化。

为了将个别变化结合到状态方程中，本文对公

式（2）个别变化进行变换。首先，暴雨预测的实现

应该关注局地变化和平流变化，因此个别变化和

对流变化项直接合并为残差项 S。残差 S 也可以

考虑到物理公式无法完全解释实际现象的问题。

其次，本文将局地变化 ∂X/∂t 简化为 2 个相连时间

步的状态之差 Xt-Xt-1，其中 X t ∈ ℝnw × nh × cx。类似地，

将平流变化中的 ∂X/∂x和 ∂X/∂y简化为Xt-1上格网点

与 x、y 方向上相邻格网点的物理量的梯度差 gdx

(Xt-1)和 gdy(Xt-1)。基于上述简化，可以推导出气象

状态方程为。

X t = X t - 1 - U t - 1°gdx( )X t - 1 -
V t - 1°gdy( )X t - 1 - S t - 1 + W

（3）

式中： Xt表示 t时气象状态； Ut-1,Vt-1,St-1=ConvGRUs

(Xt-m+1, …, Xt-1)都是根据历史状态学习到的状态转

移矩阵；ConvGRUs()为卷积门控循环网络； °为哈

达玛积操作； W 为过程噪声，此处假设过程噪声随

系统状态变化而变化。在实际估计的时候，无法得

知过程噪声 W，且应考虑到暴雨的时空非线性特

点，因此，估计单元实际求得的估计状态为。

X� -
t = ι ( X�

t - 1 - U t - 1°gdx( )X�
t - 1 -
)V t - 1°gdy( )X�

t - 1 - S t - 1

（4）

式中： X�
t - 1为上一步经过“估计-校正”的校正状态；

X� -
t 为基于 t-1 时校正状态 X�

t - 1 推算而得的估计状

态； ι ( )· 为LeakyRelu激活函数。

图 2说明了个别变化约束的气象状态估计的流

程。如图 2（a）所示，估计单元的输入为历史气象状

态Xt-m+1, …, Xt-1，输出的是基于物理先验（即个别变

化）所估计的下一步的气象状态Xt。气象状态估计

单元首先将历史气象状态Xt-m+1, …, Xt-1输入到卷积

门控循环网络中，求出了气象状态在空间 x、 y方向

的移动位移Ut-1,Vt-1和残差St-1等状态转移矩阵。第

（2）步，计算上一步的气象状态Xt-1在空间 x、 y方向

的梯度变化 gdx(Xt-1), gdy(Xt-1)。第（3）步，基于个别

变化所描述的气象状态之间的关系，根据式（4），估

计下一时间步的气象状态 Xt。图 2（b）展示了气象

状态估计单元中所用卷积循环网络的结构。

在构建基于卡尔曼滤波框架的“估计-校正”循

环之前，还须建立观测方程。为了能够快速、准确
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地建立起观测值和估计值之间的关系，本文首先将

观测值 Yt的属性及空间特征嵌入为高维特征 Zt，然

后直接采用单位矩阵 I作为观测矩阵，即：

Z t = HX t + F （5）

式中：观测矩阵H=I； F为观测噪声，此处假设观测

噪声随系统状态变化而变化。

Z t = En_Convs (Y t ) （6）

式中： Zt是观测值 Yt的嵌入结果，本文用其替代 Yt

成为卡尔曼“估计-校正”网络中的“观测状态”，在

后文称之为嵌入观测状态。在使用嵌入观测状态

进行卡尔曼优化时，所得结果为对嵌入观测状态的

最优估计，需要建立解码网络将嵌入观测状态转换

为观测值。因此，在卡尔曼“估计-校正”网络中，还

需要建立 Yt=De_Convs(Zt)的解码网络来得到最终

的暴雨预测结果。

至此，可以根据式（3）和式（5），建立气象系统

状态方程与观测方程为：

■

■

■

||||

||||

X t = X t - 1 - U t - 1 ° gdx( )X t - 1 - V t - 1 ° gdy( )X t - 1 -
S t - 1 + W

Z t = HX t + F

     （7）

式中：Ut-1、 Vt-1、 St-1为状态转移矩阵； °为哈达玛积

操作；观测矩阵 H=I； W 和 F 分别为过程噪声和观

测噪音。Zt是观测值的嵌入结果，即嵌入观测状态，

可以通过解码得到预测值Yt。

2.3  估计误差指导的气象状态校正

受卡尔曼滤波器的“估计-校正”思路启发，本

文用嵌入观测状态Zt校正估计状态X� -
t ，得到校正状

态X�
t，并校正估计误差E -

t 得到校正误差Et-1，这一过

程通过以下公式实现：

■
■
■

||

||

X�
t = X� -

t + K t ( )Z t - H t X� -
t

E t - 1 = ( )I - K t H t E -
t

（8）

式中：K t ∈ ℝnw × nh × cx 为卡尔曼增益，能够依据估计误

差和观测误差，合理融合估计状态和观测状态。本

文将卡尔曼增益 Kt理解为估计状态和观测状态融

合的权重，当卡尔曼增益 Kt较大时，意味着观测值

较为可靠，校正过程中应该融合更多观测值；反之，

当卡尔曼增益 Kt较小时，意味着估计值比较可靠，

校正过程中应该保留更多估计值。Ht为观测矩阵，

I 为单位矩阵。值得注意的是，在本阶段观测噪声

不明确，因此没有体现在公式中。

本文估计的目标为：根据状态估计（式（4））和

校正（式（8）），找到最优估计X�
t，使得损失（误差）最

小。此过程中，卡尔曼增益 Kt为关键未知变量，可

以通过卷积网络学习获得。如式（9）所示，本文采

用卷积网络从估计状态误差 E -
t 和观测噪音 Ft中学

习卡尔曼增益 Kt，基于上一时间步校正状态误差

Et-1和过程噪声Wt计算估计状态误差。

■

■

■

|
||
|

|
||
|

E -
t = ι (E t - 1 - U t - 1 ° gdx( )E t - 1 -

)V t - 1  ° gdy( )E t - 1 + W t

K t = σ ( )conv ( )E -
t - F t

（9）

式中： conv(·)为卷积操作； ι ( )· 为 LeakyRelu 激活

函数； σ(·)为 Sigmoid 激活函数。Ut-1、 Vt-1 为状态

图2   个别变化约束的气象状态估计

Fig. 2   The estimation of meteorological state constrained by substantial derivative
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转移矩阵。式（9）基于上一时间步校正状态误差

Et-1 和过程噪声 Wt 更新估计误差，第二个公式基

于估计状态误差 E -
t 和观测噪音 Ft 计算卡尔曼增

益。过程噪声 Wt可以在使用状态估计（式（4））计

算估计状态 X� -
t 时采用相同的方式一并计算，同

理，观测噪音 Ft 可以在使用观测嵌入式（6）计算

观测状态 Zt 时一并计算。由此可见，卡尔曼增益

Kt 考虑到了大气过程、观测和估计等多个环节的

不确定性。

获得卡尔曼增益 Kt后，通过状态校正（式（8））

和卡尔曼增益计算（式（9））可以获得校正后的状态

估计X�
t 和误差估计Et-1。随后将待预测时间步输出

的校正状态 X�
t 带入到观测方程式（5）中，即可得到

对应嵌入观测状态Z�
t，解码嵌入观测状态可得到预

测降水量R�
t。上述过程可以公式化为：

■
■
■

||

||

Z�
t = HX�

t

R�
t = De_Convs ( Z�

t )
（10）

式中：取观测矩阵 H 为单位阵，因为观测状态已被

编码器映射至估计状态所在状态空间中。在预测

未来 h 时间步的暴雨时，待预测 h 步的观测状态未

知时，会将待预测时间步的嵌入观测状态置 0以完

成整个“估计-校正”过程。

2.4  卡尔曼“估计-校正”网络

卡尔曼“估计-校正”网络的计算过程实质上是

对非线性气象系统状态进行循环估计的过程。卡

尔曼“估计-校正”网络的关键步骤可以按顺序总结

为5个核心公式：

估计状态：

 X� -
t , W t = ι ( X�

t - 1 - U t - 1°gdx( )X�
t - 1 -
)Vt - 1°gdy( )X�

t - 1 - S t - 1

           （11）

        估计误差：

E -
t = ι (E t - 1 - U t - 1°gdx( )E t - 1 -

           )V t - 1°gdy( )E t - 1 + W t

（12）

         卡尔曼增益：

K t = σ ( )conv ( )[ ]E -
t - F t （13）

          校正状态：

X�
t = X� -

t + K t( )Z t - HX� -
t （14）

           校正误差：

E t - 1 = ( )I - K t H E -
t （15）

式中： Yt表示 t步的 k维大气属性数据； Zt是大气属

性数据的嵌入结果（作观测状态用）； Ft表示观测噪

音； X� -
t 表示估计状态； Wt表示过程噪音； Ut-1,Vt-1,

St-1都是根据历史状态学习到的状态转移矩阵； E -
t

为估计误差； Kt卡尔曼增益； X�
t 为校正状态； Et-1为

校正误差，H 为观测矩阵； R�
t 表示预测降水量。当  

t=1时，初始化气象状态 X�
0 和估计误差 E0分别为输

入的m小时的观测状态的均值和标准差。

如式（11）—式（15）所示，在估计阶段，该网络

依据历史气象状态，在个别变化的约束下，估计下

一时间步的气象状态 X� -
t（对应式（11）），估计当前

状态的误差 E -
t（对应式（12））。在校正阶段，先根

据观测噪音 Ft、过程噪音 W t 和估计误差 E -
t ，计算

卡尔曼增益（对应式（13）），在这一步中可以考虑

到大气过程、观测和估计等多个环节的不确定性。

卡尔曼增益可以理解为估计状态和观测状态的组

合权重，观测噪音 Ft越大，卡尔曼增益越小，状态

校正时 KalECNet 会更信任估计状态，估计状态所

占权重大，观测状态所占权重小；估计误差 E -
t 越

大，卡尔曼增益越大，状态校正时 KalECNet 会更

信任观测状态，估计状态所占权重小，观测状态所

占权重大。最后，根据卡尔曼增益对估计状态和

估计误差进行校正（对应式（14）和式（15）），完成

整个“估计-校正”过程。整个卡尔曼“估计-校正”

网络的计算过程就是不断迭代估计和校正 2 个环

节的过程。

2.5  损失函数

本文在MSE损失的基础上，引入时空一致性损

失（Spatio-Temporal Coherence loss），以个别变化作

为预测降水量时空变化关系的软约束。时空一致

性损失的目的是促使预测降水量之间的时空变化

关系趋近于实际时空变化关系，其中的时空变化关

系可以根据式（3）状态变化方程量化：

C t = R t + 1 - R t + U tgdx( )R t + V tgdy( )R t  

（16）

式中：Ut和 Vt描述了降雨随着时间从 Rt移动至 Rt+1

时的移动向量，此处的Ut和Vt是通过光流法根据实

际降水量计算得到的移动向量，式（3）中的 Ut和 Vt

是根据历史状态所学的状态转移矩阵。由于光流

法不适用于不满足强度守恒条件的暴雨，因此 Ct

实际上不仅包括降水量的时空变化关系，还可能
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包含误差。对应的，预测结果 R�
t + 1、R�

t 的时空变化

关系为C�
t。

为了保持预测结果和实际降水量在时空变化
关系上的一致性，本文定义时空一致性约束损失
Lstc，计算预测降水量与实际降水量在连续时间步之
间的时空变化率差异：

Lstc = MSE (C t + 1:t + h - 1, C�
t + 1: t + h - 1 ) （17）

式中：Ct+1: t+h-1是根据实际降水量Rt+1:t+h计算的实际降

水量的时空变化关系，C�
t + 1: t + h - 1 是根据预测降水量

R�
t + 1: t + h 计算的预测降水量的时空变化关系。

Ct+1: t+h-1和C�
t + 1: t + h - 1 的下标取至 t+h-1是因为每 2个

相邻时间切片的降水可以计算一次变化率，因此对

于h步预测来讲，只有h-1步的时间变化率。

本文在估计单元和校正单元中均集成了 MSE

损失和 STC 损失，以确保估计和校正过程都能有

效减少预测误差并维持时空一致性。。训练总损失

结合了估计和校正两部分的损失，可以表达为下列

公式：

L =
■ ■ ■- -- -- -- -- -- -- -- -- -- ----- -- -- -- -- -- -- -- -- -- - -- -- -- -- -- -- -- -- -- ----- -- -- -- -- -- -- -- -- --
Lmse( )R t - m + 1: t + h, R� -

t - m + 1: t + h + λLstc( )C t - m + 1: t + h - 1, C� -
t - m + 1: t + h - 1

Lestimation

+

■ ■ ■- -- -- -- -- -- -- -- -- -- ----- -- -- -- -- -- -- -- -- -- - -- -- -- -- -- -- -- -- -- ----- -- -- -- -- -- -- -- -- --
Lmse( )R t - m + 1 + h: t, R�

t - m + 1: t + h + λLstc( )C t - m + 1: t + h - 1, C�
t - m + 1: t + h - 1

Lcorrection

（18）

式中：Lestimation 针对估计结果； Lcorrection 针对校正结果

（最终预测结果）； Rt、 R� -
t 和 R�

t 分别表示实际降水

量、估计降水量和校正降水量（对应预测降水量）；

Ct, C� -
t 和 Ct分别表示实际降水量的时空变化量、估

计降水量的时空变化量和校正降水量（对应预测降

水量）的时空变化量。λ作为STC损失的权重，在实

验中设置为1时达到了最佳的预测性能。

3   实验结果与分析

3.1  实验数据与设置

本文将所提出的所有方法在 2 个现实世界数

据上进行了测试：ERA5（the 5th generation EC‐

MWF（European Centre for Medium-range Weather 

Forecasts Reanalysis）全球大气再分析数据[23] 和

NCEP（National Centers for Environmental Prediction） 

CFSv2（Climate Forecast System Version 2）精选小

时序列产品[24]。表 1 展示了本文所用的大气变量，

表 2 说明了本文所用 2 个数据集的空间、时间和分

辨率等信息。所选研究区域地处中国中部，覆盖

长江中游/中下游，降水较为丰富，尤其在夏季，受

东南季风和热带气旋的影响，降水更为充沛。为

了避免未来数据泄露，本文按照所获取数据的年

份顺序和 7:2:1 的数据集分配比例，简要划分了     

2个数据集的训练年份。

实验采用Pytorch深度学习框架，所有模型采用

单个NVIDIA RTX 3090 GPU进行训练。本文数据时

间步长为1 h。模型优化方法为Adam，初始学习率为

10-4，批大小取5。模型中的超参数λ为时空一致约束

损失的加权参数，实验证明λ=1时能够取得最高的预

表1   实验数据集大气变量

Tab. 1   Atmospheric variables of experimental datasets 

ERA5数据集

变量

总降水量(Total precipitation)

2 m温度(2m temperature)

2 m露点温度(2 m dewpoint temperature)

平均海平面气压(Mean sea level pressure)

表面气压(Surface Pressure)

10 m u风(10m u-component of wind)

10 m v风(10m v-component of wind)

100 m u风(100m u-component of wind)

100 m v风(100m v-component of wind)

单位

m

K

K

Pa

Pa

m/s

m/s

m/s

m/s

NCEP数据集

变量

总降水量(Total precipitation)

温度(Temperature)

露点温度(Dewpoint temperature)

平均海平面气压(Pressure reduced to mean sea level) 

u风(u-component of wind)

v风(v-component of wind)

相对湿度(Relative humidity)

单位

kg/m2

K

K

Pa

m/s

m/s 

%
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测精度。所对比算法的学习率和批大小等参数以及

训练器设置均参照原文设置。暴雨阈值取16 mm。

3.2  评价指标

本文用平均绝对误差（Mean Absolute Error, MAE）

来评估降水量预测结果。MAE值越小，说明降水量

预测的精确度越高。MAE的计算公式如下：

MAE =
1
N∑i

1
nw × nh × h∑x, y, t || rx, y, t, i - r� x, y, t, i

（19）

式中： rx, y, t, i、 r� x, y, t, i 分别代表第 i 个样本 t 时格网（x,

y）上的观测降水量和预测降水量； N表示测试集的

总样本数； nw、 nh分别表示格网在纵横 2 个方向的

数量； h表示预测时间步数。

本文用气象中常见的 2 个指标，CSI（Critical 

Success Index）和 HSS（Heidke Skill Score）来评估

暴雨预测性能。因为暴雨很少发生，如果使用常

规精度度量如 MAE 来衡量暴雨预测性能，可能

会受到大量非暴雨格网点的影响而不能直接反

应暴雨预测性能。CSI 和 HSS 值越大，说明暴雨

预测准确性越高，模型预测暴雨的能力越强。具

体计算公式如下：

CSI =
TP

TP + FP + FN
                   （20）

HSS =
2 × (TP × TN - FN × FP )

( )TP + FN ( )FN + TN + (TP + FP ) ( FP + TN )

（21）

式中：TP表示真阳性的个数，即正确预测的暴雨事

件数； FP表示假阳性的个数，即没有发生暴雨但是

被预测为暴雨的事件数； FN是假阴性的个数，即未

预测到的暴雨事件数。

本文用度量集合预报可靠性的方式衡量模型

处理不确定性的能力。故此，本文用随机种子训练

模型 5次，获得 5种模型权重参数，对应获得 5种预

测结果构成一个集合。集合离散度（Spread）体现的

是集合成员的离散程度。离散度越小，预报不确定

性越小；反之，离散度越大，预报不确定性越大。

Spread的计算公式如下：

SPREAD =

1
N∑i

1
nw × nh × h∑x,y,t

1
Nens

∑
k
( )r� ( k )

x, y, t, i - r̄x, y, t, i

2  

（22）

式中： r� ( k )
x, y, t, i 表示第 k个集合成员在样本 i、时间 t、格

网（x,y）上的降水量预测值。r̄x, y, t, i =
1

Nens
∑

k

r� ( k )
x, y, t, i表示

Nens个集合成员的预测降水量的平均值。

3.3  对比分析

本文将所提出的暴雨预测方法 KalECNet 与    

4种先进的机器学习驱动的时空气象预测方法进行

了预测性能比较：CNN[25]、DGMR[26]、FourcastNet[19]

和Rainformer[10]。CNN是基于数值预报结果的强对

流天气（包括暴雨、冰雹等）预报模型，已被用于指

导中国国家气象中心的业务预报； DGMR 为基于

ConvGRU 的生成模型，实现了准确的雷达降水概

率临近预报； FourcastNet 结合了视觉转换器 (Vi‐

sion Transformer)和傅里叶神经算子，在小尺度变量

预测（如，降水量）上优于最优数值模型； Rainform‐

er使用多头自注意力和门控融合单元，具有强大的

高强度降水预测能力。

从 ERA5 和 NCEP 2 个现实世界数据集上的预

测结果综合来看（表 3），所提KalECNet提供了最好

的 CSI 和 HSS 值以及较低的 SPREAD 值，说明

KalECNet 能够实现准确且稳定暴雨预测。在

ERA5 数据集上， FourcastNet 虽然预测能力稳定，

但其性能稳定在次优的CSI和HSS值上。Fourcast‐

Net与CNN分别在ERA5和NCEP两个数据集上的

MAE值相对较小，说明降水量预测误差整体较小，

但 是 其 暴 雨 预 测 指 标 低 于 KalECNet，这 说 明

FourcastNet 与 CNN 可 能 更 容 易 低 估 降 水 量 。

DGMR在 4种方法中相对表现不佳，这可能是由于

作者将DGMR应用于ERA5和NCEP数据集时进行

了简化，也可能是因为其过于复杂的网络无法在现

有样本上充分发挥建模能力。

表2   实验数据集信息

Tab. 2   Information of experimental datasets

数据集信息

纬度范围/ °N

经度范围/ °E

空间分辨率/°

时间分辨率/h

训练数据/年

验证数据/年

测试数据/年

ERA5数据集

28.125—33.125

113.125—118.125

0.25

1 

2000—2016

2017—2019

2020—2023

NCEP数据集

25.25—35.2

107.75—117.75

0.5

1 

2011—2016

2017—2018

2019
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NCEP 数据集相较于 ERA5 数据集而言，整体

样本量和暴雨样本量较小。由于样本不足，各方法

在 NCEP 数据集上的暴雨预测准确性均低于在

ERA5数据集上的性能，但CNN和KalECNet的CSI

值的下降程度较小。这说明CNN和KalECNet具备

较强泛化能力，能够缓解样本量不足带来的负面影

响，而 FourcastNet和Rainformer的时空建模能力需

要充足样本量支撑。其中，CNN的泛化能力可能得

益于网络规模小，易于训练；所提KalECNet的泛化

能力可以归功于模型中的个别变化约束和基于估

计误差的气象状态校正机制。

3.4  消融分析

为了验证所提创新点的有效性，设置消融实验

如下： ① -EC：将估计误差指导的气象校正单元替

换为传统 ConvGRU； ② -PP：去掉误差估计和指导

环节，直接用观测状态校正估计状态； ③ -PHY：去

掉个别变化的约束（包括模块和损失）。

从 ERA5数据集上的预测结果来看（表 4），在

模型中添加校正单元、根据误差校正气象状态和

添加个别变化约束等策略均对提高暴雨预测准确

性起到了重要作用。在模型中添加校正单元和根

据误差进行气象状态校正对提高稳定性也起到了

重要作用，而个别变化约束反而在缓解不确定性

问题上起到了负面作用。这可能是因为物理约束

所基于的假设不完全符合复杂多变的实际情况，

其次单一物理理论难以准确约束由多个物理理论

描述的非线性复杂动态变化，导致个别变化约束

的引入增加了预测的不确定性。从 NCEP 数据集

上的预测结果来看，在模型中添加校正单元反而

阻碍了暴雨预测准确性的提升。这可能是因为在

样本量不充足的情况下，校正单元难以学习到正

确的校正模式。在添加校正单元的情况下，基于

误差的校正能够起到提升准确性的作用。

3.5  预测结果可视分析

图 3可视化展示了所提 KalECNet 以及对比方

法在 3 个不同模式的暴雨样本上的预测表现。图

表4   KalECNet消融方法在ERA5和NCEP数据集上的暴雨预测性能比较

Tab. 4   The comparison of rainstorm prediction performance between KalECNet and ablation 

methods on ERA5 and NCEP datasets

方法

-EC

-PP

-PHY

KalECNet

ERA5 dataset 

MAE ↓
0.832 

0.820

0.806 

0.857

CSI ↑
0.275 

0.292

0.285 

0.294 

HSS ↑
0.429 

0.450

0.441 

0.452 

SPREAD ↓
0.655 

0.554 

0.517 

0.546

NCEP dataset

MAE ↓
0.586 

0.671 

0.545 

0.644

CSI ↑
0.187 

0.170 

0.123 

0.173

HSS ↑
0.312 

0.289 

0.218 

0.293

SPREAD ↓
0.458

0.553

0.338

0.475 

注：加粗数值为最优性能指标；加下划线数值为次优性能指标； ↑表示该指标越大相对应的性能越好； ↓表示该指标越小相对应的性能越好。

表3   KalECNet与对比方法在ERA5和NCEP数据集上的暴雨预测性能比较

Tab. 3   Comparison of rainstorm prediction performance between KalECNet and compared 

methods on ERA5 and NCEP datasets

方法

CNN

DGMR

FourcastNet

Rainformer

KalECNet

ERA5数据集

MAE ↓
0.932

1.642

0.736

0.906

0.857

CSI ↑
0.279

0.155

0.281

0.262

0.294

HSS ↑
0.433

0.262

0.436

0.413

0.452

SPREAD ↓
0.605

18.126

0.503

0.637

0.546

NCEP数据集

MAE ↓
0.597

1.121

0.807

0.739

0.644

CSI ↑
0.166

0.078

0.107

0.092

0.173

HSS ↑
0.279

0.140

0.188

0.166

0.293

SPREAD ↓
0.482

1.574

1.194

0.786

0.475

    注：加粗数值为最优性能指标；加下划线数值为次优性能指标； ↑表示该指标越大相对应的性能越好； ↓表示该指标越小相对应的性能越好。
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中用色带展示了降水量预测结果，用黑点标识了暴

雨格网（降水量≥16 mm），并标注了该次预测的CSI

和MAE值，其中MAE仅计算了实际暴雨网格的降

水量误差值。如图 3所示，所提KalECNet方法的预

测降水量空间分布与实际相似，以格网为基础的暴

雨位置预测正确，并实现了较为准确的暴雨降水量

预测。CNN暴雨位置的预测基本正确，但高估暴雨

降水量。FourcastNet和Rainformer暴雨位置的预测

基本正确，但低估暴雨降水量。DGMR暴雨位置、降

水量值和模式均存在偏差。总之，所提KalECNet方

法成功预测到了暴雨发生及时空模式，验证了个别

变化约束的气象状态估计和估计误差指导的气象状

态校正具有提高暴雨预测水平的能力。

3.6  运行时间、参数量及内存分析

表 5列出了KalECNet及对比模型的运行时间、

训练参数量和所占用的 GPU 内存。CNN 虽然在

ERA5数据集上的暴雨预测能力略低于FourcastNet

和所提KalECNet，但运行速度快，参数量小，运行时
所占GPU内存小，适用于计算资源不足或时效要求

高或数据规模大的实际应用中。FourcastNet 和所

图3   KalECNet及对比方法的暴雨预测结果

Fig. 3   The prediction results of KalECNet and compared methods

表5   KalECNet及对比方法的模型运行时间、

参数量和所占内存

Tab. 5   Model runtime, parameter size and GPU memory 

occupied by KalECNet and compared methods

方法

CNN

DGMR

FourcastNet

Rainformer

KalECNet

运行时间/s ↓
0.001 

0.048 

0.025 

0.028 

0.103 

参数量/万 ↓
150 

13 654

5 888

16 014

8 961

 GPU内存/GB ↓
0.006 

0.516 

0.220 

0.603 

0.334 

注：加粗数值为最优性能指标，加下划线数值为次优性能指标； 

↑表示该指标越大相对应的性能越好； ↓表示该指标越小相对应的性

能越好。
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提 KalECNet 的应用具有一定的计算资源要求，可

以在计算资源充足的情况下满足较高精度的暴雨

预测需求。KalECNet的参数量和所占内内存远小

于 DGMR 和 Rainformer，但是运行时间却远大于

DGMR和 Rainformer，这说明所提方法在计算效率

上仍存在较大提升空间。

4   结论

针对暴雨过程、观测以及建模等环节可能存在

的不确定性问题，本文提出基于“估计-校正”循环

网络的暴雨临近预测方法KalECNet，以个别变化理

论为约束估计气象状态，并按照卡尔曼滤波器原理

依据估计误差进行气象状态校正，实现准确和可靠

的暴雨预测。实验证明： ① 所提方法KalECNet在

ERA5 和 NCEP 2 个现实世界数据集上取得了最佳

的暴雨预测准确性指标(CS 和 HSS)和良好的稳定

性指标(SPREAD)； ② 根据误差校正气象状态和添

加个别变化约束有利于提高暴雨预测准确性指标，

而个别变化约束可能会引入新的不确定性不利于

提高暴雨预测稳定性；③ KalECNet 预测的降水量

空间分布与实际相似，以格网为基础的暴雨位置预

测正确，并实现了较为准确的暴雨降水量预测。此

外，所提方法在计算效率上仍存在较大提升空间。

在未来的研究中，可以继续提高所提方法的计算效

率，并尝试将所提方法应用于暴雨的集合预报中。
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